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Machine Learning: Uma proposta de framework para novos perfis profis-
sionais na indústria 4.0 

 

Bruno Pires Antonieto 

 

1. Introdução 

 

A indústria 4.0 representa uma nova configuração tecnológica e apresenta diversas vantagens 
para o desenvolvimento da manufatura dos produtos (BALDASSARE, 2017; LIAO, 2017). As es-
tatísticas revelam que 82% das empresas apresentaram um aumento em sua eficiência de produção, 
e 45% apresentaram um aumento na satisfação do cliente em decorrência da inserção de novas 
tecnologias de ruptura (MILWAUKEE, 2013). 

Esta nova revolução industrial caminha em conjunto com o avanço de novas tecnologias na 
área de tecnologia da informação e comunicação, particularmente, processamento e armazenamen-
to de dados. O barateamento de sensores faz com que a internet das coisas tome conta das 
máquinas nas empresas (JINJIANG WANG, 2017), fazendo com que todas elas comuniquem entre 
si, criando um grande banco de dados chamado Big Data. Toda essa vastidão de dados precisa ser 
tratada, removendo ruídos e conglomerando dados que apresentam padrões, por meio da tecnologia 
de machine learning. 

O aprendizado da máquina ou machine learning é um campo da ciência da computação que 
se dedica a investigar e desenvolver soluções para organizações, em que máquinas realizam tarefas 
que poderiam ser executadas por pessoas (PHAM E AFIFY, 2005; LANGLEY, 2011). Machine 
learning é uma das tecnologias direcionadas para a indústria 4.0.  

Levantamento preliminar realizado pelos autores do presente artigo em 15 periódicos Qualis/
Capes, estratos B5 a B3 no período de 2009-2018 e nos anais do ENEGEP entre 2008 e 2018 do 
campo de engenharia de produção (EP) foi encontrado 2 artigos (RAFAEL LIMA, 2018; BRITO 
FILHO 2018). A incipiente quantidade de artigos acadêmicos envolvendo a conexão entre machine 
learning e indústria 4.0 na produção acadêmica brasileira de EP evidencia uma lacuna. Entre as 
questões, decorrente da lacuna aberta, destacam-se: (a) Qual a contribuição e impactos do machine 
learning para indústria 4.0? (b) Quais são as competências e habilidades requeridas para os engen-
heiros de produção desenvolverem soluções baseadas em machine learning para a indústria 4.0? 
(c) Qual a ferramenta baseada em machine learning e indústria 4.0 facilita a compreensão do papel 
do profissional de engenharia de produção? 

O artigo é endereçado à lacuna exposta anteriormente. Pretende-se responder à seguinte 
questão básica: Que framework integrado apoiado em machine learning e indústria 4.0 contribui 
para aumentar a compreensão e o entendimento do perfil do profissional de engenharia visando à 
solução de problemas empresariais?  

Nesta direção, o presente artigo tem duplo objetivo. Primeiro pretende explorar os principais  
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elementos. Segundo, a partir dos principais elementos identificados, desenvolver um framework 
integrado apoiado em machine learning e indústria 4.0 visando contribuir para aumentar a com-
preensão e entendimento do perfil do profissional, particularmente de EP, na indústria 4.0.   

O artigo está estruturado da seguinte forma. A seção 2 e 3 desenvolve a revisão bibliográfica 
de machine learning e indústria 4.0. Na seção 4 é delineado o perfil profissional requerido na quar-
ta revolução industrial. Na seção 5 é desenvolvida a proposta de framework e na seção 6 os méto-
dos e técnicas. Na seção 7 é apresentado como machine learning pode resolver problemas nas em-
presas. A seção 8 dedica a atenção às contribuições inovadoras e implicações práticas decorrentes 
dos resultados do presente artigo e na seção 9 as considerações finais. 

2. Algoritmos inteligentes 

Nesta seção é realizada a revisão da literatura de Inteligência Artificial, Big Data, Machine 
Learning e Deep Learning. Será dedicado à atenção a revisão bibliográfica de machine learning. 

2.1. Inteligência artificial (IA) e Big Data 

As primeiras ideias sobre inteligência artificial (IA) começaram por volta de 1940 quando 
cientistas propuseram discutir como neurônios funcionam no cérebro humano, criando programas 
simples, capazes de jogar xadrez e resolver problemas de lógica (JINJIANG WANG, 2017). Po-
rém, foi apenas nos anos 90 que os avanços dos semicondutores permitiram o desenvolvimento 
processadores potentes o suficiente para computar algoritmos capazes de resolver alguns prob-
lemas mais complexos (DANIEL WELLERS, 2017). Em 2011 a IA Watson, desenvolvida pela 
IBM, foi capaz de vencer o jogo Jeopardy, ganhando a devida atenção das potenciais funcionali-
dades dos algoritmos inteligentes (THE GUARDIAN, 2011). 

A fim de fazer com que as máquinas aprendam a resolver os problemas das empresas, é pre-
ciso que se tenha uma grande disponibilidade de dados, o Big Data, sobre os processos de manufa-
tura. O valor do Big Data não depende apenas da quantidade de dados mas também da qualidade 
da informação incidente sobre ele. Para isso, deve-se haver uma boa calibragem dos sensores para 
evitar os falsos positivos além de uma boa comunicação entre eles (Internet of Things). Os dados 
sobre a manufatura são obtidos, processados e analisados pelos algoritmos inteligentes, e a eficácia 
dos outputs (informação de saída) gerados pelos algoritmos dependem apenas dos inputs 
(informação de entrada) gerados no Big Data,  mostrando a devida importância da qualidade destes 
dados (FEI TAO et al, 2017)  

2.2. Machine learning 

Nesta seção será desenvolvida a noção de machine learning supervisionado, não supervi 
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sionado e reforçado, a partir do referencial bibliográfico desenvolvido por Pole (2017). Foi realiza-
do o levantamento de machine learning em conexão indústria 4 nos periódicos de EP, estratos de 
B5 a B3, Qualis/Capes, no período entre 2008 a 2018, de acordo com a Tabela 1. Apenas uma pub-
licação foi encontrada com a palavra-chave “Machine learning” (BRITO FILHO, 2018). 

Tabela 1 – Periódicos pesquisados 

 

 

 

 

 

 

 

 

 

 

 

 

Algoritmos de machine learning consistem em fazer com que as máquinas automaticamente 
melhorem sua performance após sucessivas iterações, dadas as condições iniciais (Big Data), atra-
vés de reconhecimento de padrão e análise estatística (D T PHAM, 2004). Muitos problemas de 
manufatura envolvem a classificação de objetos de alguma forma, seja por peças boas e defeituosas 
ou diferenciação por cores etc. De qualquer maneira, a máquina é forçada a aprender sobre o prob-
lema através do Big Data e por fim dar um resultado ótimo em forma de tabelas, gráficos, imagens 
etc (DANIEL WELLERS, 2017). Mais detalhes entre os algoritmos citados são mostrados a seguir. 

2.2.1 Aprendizado: supervisionado, não-supervisionado e reforçado 

O machine learning com aprendizado supervisionado é o que se tem os dados rotulados de 
algum jeito, de forma que se tem tanto o input quanto o output. Assim, ao mostrar uma imagem 
aleatória, a máquina informará de forma precisa se a imagem aleatória apresenta um gato, um cão 
ou nenhum dos dois. 

O machine learning com aprendizado não-supervisionado é o que a máquina não sabe qual o 
output. É apresentado à máquina apenas um input, e através das similaridades entre os dados, é 
gerado um aglomerado de informações. Para o exemplo anterior, a máquina é treinada com 
milhares de imagens e, ao final, é mostrado quais imagens apresentam o mesmo padrão para gatos 
e cães, e descartadas as que não têm similaridades. 

O machine learning com aprendizado reforçado, diferentemente dos anteriores, é feito a pas-
sos menores para que as ações feitas entre as iterações sejam levadas em consideração. O custo  
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computacional para uma máquina aprender a diferença entre gatos e cães é elevado para o aprendi-
zado reforçado. Porém, em jogos como o xadrez, em que os passos anteriores são importantes para 
os próximos passos, o aprendizado reforçado é mais ideal. A máquina aqui, é recompensada com 
os passos corretos, como em uma sequência de iterações que a leva à condição de xeque do ad-
versário, e penalizada, caso contrário. 
 

2.3. Deep learning 

Com o avanço da tecnologia, os processadores dos computadores modernos mostraram o 
verdadeiro poder da Lei de Moore e se tornaram exponencialmente mais baratos e poderosos 
(DANIEL WELLERS, 2017). Ao aproveitar dessa vantagem, algoritmos de deep learning são mais 
complexos e elaborados em relação aos de machine learning. Eles consistem em elaboradas cama-
das ocultas, ligadas por um peso. Quanto mais camadas, maior o custo computacional, pois todas 
as camadas agem em conjunto para o resultado, porém, definitivamente obtém-se uma solução 
mais próxima do ótimo. Sua precisão depende do processo; alguns permitem uma margem de erro 
maior para se trabalhar, outros devem ser minuciosamente tratados, fazendo valer cada ponto por-
centual (JINJIANG WANG, 2017). 

3. Quarta revolução industrial: Indústria 4.0 

Com o avanço da ciência e tecnologia na história da humanidade, as revoluções industriais se 
tornaram uma parte fundamental do nosso desenvolvimento. Suas consequências aceleraram 
demasiadamente as linhas de produção em nível global. A primeira revolução, com o avanço das 
ciências termodinâmicas, é marcada pelas máquinas a vapor, que mecanizaram os processos de 
produção da época. A segunda revolução aconteceu devido à aplicação de máquinas movidas a 
eletricidade e a divisão de trabalho. A terceira vem com o uso da eletrônica e a automatização dos 
processos de manufatura (YONGXIN LIAO, 2016). 

Com o avanço da tecnologia, o custo para armazenar dados sobre os processos de produção 
se baratearam, tornando possível a criação de valor pelo gerenciamento de imensas quantidades de 
dados, o chamado Big Data (XIE et al, 2016). Somado a uma intensa comunicação entre as 
máquinas (Internet of Things) e uma extensa digitalização dos sistemas, a indústria 4.0 conta com 
um gerenciamento inteligente de recursos criando vantagens como redução de tempo e custo e um 
manejo mais eficiente do espaço, criando uma produção inteligente (FABRIZIO BALDAS-
SARRE, 2017). A Figura 1 mostra cada estágio das revoluções e seus impactos. 
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Figura 1 – Estágios das revoluções industriais 

 

 

 

 

 

 

 

 

 

Fonte: Roland Berger 

4. Perfil do profissional da indústria 4.0 

O perfil do profissional para a indústria 4.0 tem diversas características, particularmente dos engen-
heiros de produção. Isso se deve ao fato de que, além das competências necessárias para profissionais em 
outras revoluções industriais, nesta são somados mais alguns (BRICS, 2016). A Figura 2 apresenta quais as 
principais competências e habilidades necessárias, divididas em três subgrupos.  

 

Figura 2 – Habilidades para o profissional da indústria 4.0  

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Fonte: Elaborado a partir do Fórum Econômico Mundial, baseado no modelo O’NET de conteúdo 
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5. Proposta de framework 

O framework proposto foi criado a partir das informações reunidas com o objetivo de facilitar a com-
preensão do perfil profissional na indústria 4.0, utilizando machine learning como solução dos problemas 
empresariais. 

Figura 3 - Framework de machine learning/indústria 4.0 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Fonte: Do autor 
 

6. Métodos e Técnicas 
Esta pesquisa é de natureza exploratória, apoiada em estudos de caso múltiplos, baseada na metodo-

logia reflexiva (YIN; ALVESSON, 2000). A pesquisa foi desenvolvida em três etapas. Na primeira foi re-
alizada o levantamento da literatura e a revisão da literatura de machine learning e indústria 4.0, procuran-
do explorar os principais aspectos e identificar os principais elementos para o desenvolvimento do frame-
work. No levantamento da literatura foram realizadas as buscas com as palavra-chaves “Machine Learn 
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ing”, “Indústria 4.0”, “Smart Manufacturing” e “Big Data”. Também nessa etapa dedicou-se a atenção na 
compreensão dos algoritmos inteligentes e o papel fundamental do Big Data na indústria 4.0 e o perfil 
profissional nesta revolução, mediante os novos desafios impostos por elas. 

Na segunda etapa, a partir dos elementos identificados na etapa anterior foi desenvolvida a proposta 
de framework integrada ancorada em machine learning e indústria 4.0. Na terceira etapa foi realizado o es-
tudo de caso e análise da operação do framework destacando os principais resultados obtidos. 

7. Machine learning aplicado a soluções dentro das empresas 

Atualmente os algoritmos de machine learning têm diferentes utilidades dentro das empresas, entre 
eles otimização, detecção de problemas e controle de qualidade, conforme os exemplos citados abaixo e na 
Tabela 2. Os modelos de machine learning (aprendizado supervisionado, não supervisionado e reforçado) 
fazem uso de reconhecimento de padrões envolvidos em um processo. Também há aplicações para imple-
mentar o Seis Sigma e assistentes empresariais inteligentes. Os detalhes das principais aplicações de ma-
chine learning nas empresas estão apresentados a seguir.  

 

Tabela 2 – Empresas e aplicações e soluções 

 

 

 

 

 

 

 

 

 

 

 

 

Fonte: Elaborado pelos autores 

7.1. Otimização 

De acordo com Kwak & Kim (2010), é possível elaborar um algoritmo de otimização para processos 
de produção em multiestágios, onde é maximizada a performance em cada estágio da produção, consider-
ando as relações entre os estágios. Ao fim de cada estágio existe um produto semiacabado. A performance 
do algoritmo é medida não apenas pelo resultado do produto semiacabado atual mas também pelos resulta-
dos anteriores. Logo, para maximizar a otimização, é necessário não só apurar o estágio atual devidamente  

 

 

Empresa Autores Solução Descrição 

D Steal Kwak & 
Kim 

Otimização Diminuição do tempo 
entre cada estágio de 
manufatura 

IBM APTE, 
Chidanand 

Detecção de 
problemas 

Tentativa de remoção de 
uma etapa na manufatura 
de discos rígidos 

Samsung Kwak & 
Kim 

Controle de 
Qualidade 

Redução do tempo e 
custo de manufatura de 
Wafers 
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mas os anteriores e posteriores concomitantemente. O caso de estudo usado por Kwak & Kim (2010) foi na 
manufatura de aço da empresa D Steal, Coreia, onde, utilizando o método m-PRIM (Multstage patient rule 
induction method), variáveis como tempo de operação, diminuição de resíduos e aumento da precisão das 
dimensões da peça foram otimizadas pelo algoritmo. 

7.2. Detecção de problemas 

Algoritmos de detecção de problemas estão na literatura desde a década de 90 como no caso da IBM 
(APTE, Chidanand, 1993). A manufatura de discos rígidos (Hard Disks, ou HD’s) passa por três fases de 
testes para cada elemento. Em cada teste é gerado um dado como verdadeiro ou falso. Os dois primeiros 
testes são rápidos, e o terceiro, chamado de RunIn, é o mais importante e dita se o HD está pronto ou não 
para o consumidor. Porém é demorado o suficiente para criar um bottleneck na linha de produção, gerando 
estoque. Assim, através do machine learning, com os dados gerados na primeira e segunda fase de testes, 
foi criado um algoritmo para prever se, após passada a segunda fase de testes, o HD é defeituoso ou não, 
removendo uma etapa do processo de produção de todos, ou pelo menos da maioria, dos HDs produzidos. 
Os pesquisadores não conseguiram alcançar o objetivo desejado, provavelmente por limitações tecnológi-
cas da época, como é constatado por Chidanand Apte (1993): “The complete elimination of the RunIn test 
requires perfect classification. [...] Increasingly, high volume domain specific data is being made available 
for knowledge engineering activities across a broad range of applications”. 

7.3. Controle de qualidade 

De acordo com Harding (2006) “The knowledge thus generated by searching large databases can be 
integrated with the existing knowledge-based systems to enhance process performance and product im-
provement”, mostrando que o Big Data, somado ao conhecimento gerado pelo machine learning, tem um 
imenso potencial para melhorar os processos produtivos. Um exemplo é Lee & Park (2001), que aplicaram 
o método PRIM, posteriormente aperfeiçoado para m-PRIM por Kwak & Kim (2012) com o objetivo de 
determinar áreas mais prováveis de requerer inspeção na manufatura de biscoitos (do inglês, wafer) semi-
condutores da Samsung, reduzindo o tempo de produção e custo desses produtos e aumentando sua quali-
dade.   
 

7.4 Seis Sigma 

Segundo Hoi-Ming Chi (2009), uma grande consequência desta revolução da informação é auxiliar a 
execução do “Seis Sigma” em uma estratégia empresarial, que até então é feita majoritariamente com o 
treinamento indivíduos e o uso de estatística no processo. Nesse sentido, o autor faz o uso de machine 
learning com algoritmo de aprendizado não-supervisionado no processo de manufatura de farmacêuticos, 
em que envolve diversas formações e quebras de ligações químicas, cristalização e isolamento da substân-
cia química desejada. As variáveis envolvem adição ou subtração de água e solventes, tempo de resfri 
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amento etc. O machine learning aqui foi utilizado para um maior refino das substâncias desejadas.  
Um importante ponto mencionado foi o fato de que, segundo Hoi-Ming Chi (2009), “one aggregate 

model does not fit all”, ou, um algoritmo específico para um caso não cabe a outros casos. Algoritmos in-
teligentes aprendem com os dados fornecidos a eles, e caso essas variáveis sejam alteradas, altera-se tam-
bém a natureza do algoritmo. 
 

7.5 Assistentes inteligentes 
Outras contribuições incluem assistentes empresariais como o IBM Watson e assistentes pessoais co-

mo Google Assistant e Siri. Como solução empresarial, o machine learning Watson (IBM, 2019) se mostra 
uma grande ferramenta para empresas pequenas, médias e grandes. A solução empresarial possibilita a 
melhor conexão com o consumidor, como, por exemplo, através de chatbots que respondem automatica-
mente clientes em serviços de SAC, até indústrias que desejam uma melhor interação entre as máquinas 
envolvidas nos processos produtivos, através da Internet of Things. É importante salientar que qualquer al-
goritmo computacional lê apenas números; logo, é possível que haja a necessidade de um pré-
processamento de transformação numérica caso o input seja de forma escrita, imagem, vídeo etc.  

8. Contribuições inovadoras e implicações práticas 

Os resultados do artigo apresentam diversas contribuições inovadoras. Serão destacadas somente du-
as. A primeira é o preenchimento da lacuna exposta na literatura. A incipiente quantidade de artigos 
acadêmicos brasileiros no campo de EP abre uma lacuna que os resultados do artigo possibilitaram 
preencher. Porém, vale notar que o Brasil se destaca em outras áreas. Existem diversas produções 
acadêmicas envolvendo machine learning e agricultura. Por exemplo, de  Lopes (2018), que faz o uso de 
machine learning para prever o preço do café Naturais Brasileiro e Lima (2018), o único autor nos anais da 
ENEGEP entre 2008-2018, com um trabalho de classificação na qualidade de amostras de leites em uma 
indústria de laticínios. 

A segunda contribuição inovadora é que o framework amplia a compreensão e entendimento do perfil 
do engenheiro de produção profissional visando à solução de problemas empresariais.  

Os resultados do artigo têm diversas implicações prática. Serão destacados somente quatro. Na 
primeira, diretores e coordenadores dos cursos de engenharia de produção poderão inserir machine learn-
ing aplicado à indústria 4.0 nas ementas e currículo pleno do curso. 

Na segunda implicação prática, diretores e coordenadores dos cursos de engenharia de produção po-
derão sensibilizar os estudantes sobre machine learning e indústria 4.0, por meio de palestras e seminários. 
A terceira implicação prática está vinculada às empresas e particularmente às indústrias. Diretores e coor-
denadores de indústrias poderão implementar programas de capacitação e treinamento visando desenvolver 
competências e habilidades dos engenheiros para utilizar machine learning na solução de problemas em-
presariais. Na quarta implicação prática, diretores e coordenadores de empresas de treinamento e capaci-
tação de recursos humanos poderão desenvolver e oferecer cursos de machine learning aplicado à indústria  
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4.0 para os engenheiros de produção.  

9. Considerações finais 

A evolução da tecnologia, nas últimas décadas, permitiu-nos sensibilizarmo-nos muito mais com as 
máquinas. Essa sensibilização ocorreu graças ao barateamento dos circuitos eletrônicos, levando a uma 
abundância de espaço de armazenamento de dados e permitindo a criação do Big Data. Além disso, a 
chamada Internet of Things permitiu às máquinas uma extensa comunicação interna, gerando um efetivo 
cruzamento de dados entre as diferentes etapas do processo produtivo em uma indústria. 

Porém, todo esse Big Data precisa ser tratado analiticamente. Pelo fato de ele ser excessivamente 
grande, mostrou-se necessário o desenvolvimento de algoritmos inteligentes que analisem todos os dados 
em conjunto poupando tempo e custo computacional. O chamado machine learning manifesta-se como um 
elemento fundamental para o desenvolvimento da indústria 4.0, pois este é capaz de minimizar e até mes-
mo remover completamente etapas de um processo produtivo, reduzindo drasticamente suas diversas 
variáveis.  

Machine learning, embora embrionário na produção acadêmica brasileira de EP, vem sendo cada vez 
mais disseminada em nível internacional. Essa importância se deve ao fato de que todos os processos, par-
ticularmente na indústria, envolvendo algum tipo de inteligência artificial, demonstram algum tipo de van-
tagem em relação ao tempo de produção ou custo.  

Diante da revolução 4.0, deve-se também capacitar o profissional para os novos desafios que a in-
dústria 4.0 impõe. Habilidades técnicas, principalmente nas áreas de programação e ciência de dados, serão 
ferramentas fundamentais para resolver os novos obstáculos impostos nesta era. De acordo com Schwartz 
(2016), machine learning ficou muito mais acessível para iniciantes, devido ao fato de que muitas barreiras 
já foram quebradas, entre elas bibliotecas de linguagem de programação voltadas para o estudo acadêmico 
e o excesso de datasets disponíveis.  

Neste contexto, o framework proposto vem para facilitar a compreensão e o entendimento e es-
tabelecer conexões entre machine learning e indústria 4.0. 
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